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改进的Cascade R-CNN算法在目标检测上的应用
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摘　要：　针对Cascade R-CNN目标检测算法中存在检测精度较低以及目标遮挡问题，本文提出一种改进的Cas⁃
cade R-CNN网络目标检测算法 . 该算法在主干网络ResNet101中引入可切换空洞卷积模块（Switchable Atrous Convolu⁃
tion，SAC），该模块主要由两个全局上下文模块以及 SAC组件构成，采用 SAC组件以不同的空洞卷积率对特征进行卷

积，并使用 Switch 函数收集特征来提高特征提取能力 . 同时，在 ResNet101残差网络中引入坐标注意力机制（Coordi⁃
nate Attention，CA），该机制将位置信息嵌入通道注意力中，用于更好地获取方向感知和位置感知信息，进而提高目标

检测精度 . 此外，针对目标遮挡问题，引入Repulsion Loss损失函数 . 该损失函数主要由吸引项和排斥项组成，吸引项

使得预测框和匹配上的目标框尽可能接近，排斥项使得预测框远离错误目标，进而减少非极大值抑制（Non-Maximum 
Suppression，NMS）的误检，提高目标检测中遮挡问题的检测精度 . 实验结果表明，在公开的科大讯飞AI挑战赛数据集

上，与原算法测试性能相比，改进的Cascade R-CNN网络对该数据集检出率增长了 2.39%，改进算法的识别精度有一定

的提高 .
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Abstract:　An improved target detection algorithm based on Cascade R-CNN network is proposed to solve the prob⁃
lems of low detection accuracy and target occlusion in the target detection algorithm based on Cascade R-CNN.  The algo⁃
rithm introduces a switchable atrous convolution (SAC) module into the backbone ResNet101, which is composed of two 
global context modules and SAC components.  The SAC component is used to convolution the features with different void 
convolution rates, and the Switch function is used to collect the features to improve the ability of feature extraction.  At the 
same time, coordinate attention (CA) is introduced in ResNet101 residual network, which embeds position information into 
channel attention, and is used to obtain direction and position information better to improve the accuracy of target detec⁃
tion.  In addition, aiming at the problem of target occlusion, this paper introduces the repulsion loss function, which is main⁃
ly composed of the attraction term and the exclusion term.  The attraction term makes the prediction box and the target box 
on the matching as close as possible, and the exclusion term makes the prediction box away from the wrong target, thereby 
reducing the false detection of non-maximum suppression (NMS) and improving the detection accuracy of the occlusion 
problem in object detection.  The experimental results show that the detection rate of the improved Cascade R-CNN net⁃
work is 2.39% higher than that of the original algorithm on the open IFLYTEK Challenge dataset, the recognition accuracy 
of the improved algorithm is improved to a certain extent.
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1　引言

随着深度学习的快速发展，基于深度学习的目标

检测算法被广泛应用于各个领域 . 目前主流的目标检

测算法分为两大类：（1）基于候选区域的双阶段目标检

测算法；（2）基于直接回归的单阶段目标检测算法 . 单

阶段检测算法在准确率和运行速度上能达到一个均

衡，是目前目标检测中使用较多的一种检测框架 .
单阶段目标检测算法主要有 SSD［1］系列和YOLO［2］

系列 . 曲优等［3］提出了基于锚框变换的单阶段旋转目

标检测方法，该算法在 YOLOv3的基础上，设计了新的

特征提取网络 Darknet-53-Dense，提高了特征提取能

力，并且在检测头部网络提出了一种锚框变换网络

（Anchor Transformation Network，ATN），将初始的水平

锚框变换为旋转锚框，进而提高目标检测精度 . 候少麒

等［4］提出了基于空洞卷积金字塔的目标检测算法，将不

同尺寸的空洞卷积层引入特征金字塔（Feature Pyramid 
Networks，FPN）中，构建混合感受野模块（Hybrid Recep⁃
tive Field Module，HRFM），通过增大感受野获取更多全

局特征信息，解决目标的遮挡问题 . 张云佐等［5］提出了

反残差目标检测算法，该算法在 YOLOv4的基础上，提

出了一种高效的轻量级卷积模型（Lightweight Ghost 
Convolution，LGC），采用更少的参数获取更多的特征

图，提高网络对全局特征信息的提取能力，进而提升目

标检测的整体性能 . Zhao等［6］提出了基于改进YOLOv3
的目标检测算法，在原有算法的网络结构上添加卷积

层模块对样本进行目标背景分类，并调整特征图上的

锚框大小，通过输出目标背景概率，过滤掉背景概率值

低于设定阈值的样本，从而解决原算法中存在的正负

样本比例失衡的问题 . Zhai 等［7］提出了一种基于

DenseNet［8］和特征融合的改进的 Single Shot multibox 
Detector（SSD）目标检测算法，在 SSD 网络的基础上根

据DenseNet的稠密连接设计了特征提取网络DenseNet-
S-31-1来增强模型的特征提取能力，并且在多尺度检测

部分，引入了多尺度特征层的融合机制，将网络结构中

的底层语义特征和高层语义特征结合起来，进而提高

模型性能 .
双阶段目标检测算法主要有 RCNN［9］系列 . Liu［10］

提出了一种改进的 Faster R-CNN［11］目标检测算法，通

过引入难例样本挖掘［12］和交替训练两种策略使模型在

精度方面有了一定提升 . 李晓光等［13］提出了面向多尺

度目标检测的改进的 Faster R-CNN 算法，通过采用多

层次提取特征策略提取多尺度目标特征［14］和使用多通

道方法生成多尺度目标候选框使目标检测算法的精度

有一定的提高 . 基于上述单阶段或双阶段的方法进行

检测，在一定程度上可以提高目标检测精度 . 然而，以

上改进算法在检测目标差异大、背景复杂以及目标遮

挡的情况下，检测精度较低 .
针对目标检测算法中在检测目标差异大、背景复

杂以及目标遮挡的情况下检测精度较低的问题，本文

提出了改进的 Cascade R-CNN［15］目标检测算法 . 该算

法在原有的ResNet101［16］的主干网络中，引入可切换空

洞卷积模块［17］. 该模块由两个全局上下文模块对特征

进行加权融合，再通过可切换空洞卷积模块（Switch⁃
able Atrous Convolution，SAC）组件以不同的空洞卷积率

对特征进行卷积，并使用 Switch函数收集特征，提高基

础网络的特征提取能力，进而提高目标检测的精度 . 同

时，在 ResNet101 残差网络中引入坐标注意力机制，该

机制将位置信息嵌入通道注意力中，用于更好地获取

方向感知和位置感知信息，进而提高目标检测精度 . 此

外，基于 SmoothL1
［18］的回归损失函数主要是吸引损失函

数，即该类损失函数主要是使预测框和匹配上的目标

尽可能接近，而无法解决同类物体相互遮挡的问题 . 本

文采用Repulsion Loss［19］函数在要求预测框靠近目标框

的同时，也要求预测框远离其他不属于目标的真实框，

并且降低了 NMS［20］对阈值的敏感性，进而解决目标遮

挡问题 .
2　相关工作

2. 1　Cascade R-CNN算法概述

Cascade R-CNN 网 络 主 要 由 特 征 提 取 网 络

ResNet101，特征金字塔网络FPN和RPN［21］（Region Pro⁃
posal Network，RPN）网络层，以及级联检测器组成 . 特

征提取网络ResNet101用于提取图片特征，将原图经过

Conv1，Conv2，Conv3，Conv4以及Conv5卷积操作以及不

同层次的特征融合得到不同尺度的特征图 P2，P3，P4
以及 P5. 然后将 P2，P3，P4 以及 P5 不同尺度的特征图

输入 RPN 中用于得到候选目标区域，将所得的候选目

标区域做 ROI Align［22］操作后，得到统一大小的 Region 
of Interest（ROI）特征图 . Cascade R-CNN 网络结构图如

图1所示 .
在检测阶段，与 Faster R-CNN 不同的是，Cascade 

R-CNN 使用级联检测器的方式进行检测，由三个检测

器分别设置不同的阈值进行检测 . 每个检测器由 ROI 
Align、全连接层、分类得分C和边框回归位置坐标B组
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成 . 检测时通过前一阶段检测器输出的边框回归 B 对

候选目标区域进行重采样，逐步提升 IoU阈值训练得到

新的分类得分C和边框回归B，最终提升样本质量和网

络训练效果 .
2. 2　边框回归

如图 2 所示，标注框 P 为预定义的 anchor［23］，标注

框G为目标框，标注框G′为模型输出的预测框，其最终

目的是将预测框更加接近目标框 . 当候选框与目标框

的 IoU较大时，从候选框到预测框的变换 d（×）可以认为

近似的线性变换 . 定义目标框的中心（Gx，Gy），宽高

（Gw，Gh），候选框中心（Px，Py），宽高（Pw，Ph），建立回归

模型如式（1）所示：

ì
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ï
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ï

ï

G'x = Px + Pwdx (P)

G'y = Py + Phdy (P)

G'w = Pw exp ( )dw (P)

G'h = Ph exp ( )dh (P)

d* (P)=w T
* ϕ(P)

（1）

其中，ϕ(P)为候选框特征信息，w*为要学习的参数 .
2. 3　损失函数

Cascade R-CNN的损失函数主要由两部分组成，分

别是分类误差［24］和坐标回归误差［25］，如式（2）所示：

L ({pi }{t i }) = 1
Ncls

∑
i

Lcls (pi p
*
i )+ λ

1
Nreg

∑
i

p*
i Lreg (t i t

*
i )

（2）
其中，pi 为 anchor预测为目标的概率，p*

i 为真实框的概

率，t i = ( )tx  ty  tw  th 是一个向量，表示预测框的 4 个参

数化坐标，t *i 是真实框的坐标向量，Ncls 和Nreg 都表示样

本总数量，λ为权重平衡因子 . Lcls (pi p
*
i )是预测类别置

信度与目标类别的误差，损失函数采用交叉熵损失函

数 .Lreg (t i t
*
i )为边框回归损失，采用 SmoothL1 作为损失

函数，如式（3）~（5）所示：

Lcls (pi p
*
i )= -log [ p*

i pi + (1 - p*
i )(1 - pi )] （3）

Lreg (t i t
*
i )= SmoothL1 (t i - t *i ) （4）

SmoothL1( x) = ì
í
î

0.5x2      || x < 1

|| x - 0.5  otherwise
（5）

3　改进的Cascade R-CNN模型

针对 Cascade R-CNN 网络中存在检测率低下以及

目标遮挡的问题，本文提出了改进的Cascade R-CNN网

络结构图，如图 3 所示 . 改进的 Cascade R-CNN 算法在

ResNet101中引入可切换空洞卷积模块，该模块由 3部
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图1　Cascade R-CNN 网络结构
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图2　目标回归框图
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分组成，包括两个全局上下文模块和一个 SAC组件，采

用 SAC组件以不同的空洞卷积率对特征进行卷积，并

使用 Switch 函数收集特征来提高特征提取能力 . 在

ResNet101 残差网络中引入坐标注意力机制，该机制

将位置信息嵌入通道注意力中，用于更好地获取方向

感知和位置感知信息，进而提高目标检测精度 . 此外，

针对目标遮挡问题，引入 Repulsion Loss 损失函数，该

损失函数主要由吸引损失和排斥损失组成，吸引损

失使得预测框和匹配上的目标框尽可能接近，排

斥损失使得预测框远离错误目标，进而减少非极

大值抑制的误检，提高目标检测中遮挡问题的检测

精度 .

如图 3 所示，在网络结构上，对 Cascade R-CNN 的

主干网络 ResNet101 进行改进，分别在 Conv1，Conv2，
Conv3，Conv4 以及 Conv5 的层次间加入 CA 模块，在

Conv2，Conv3，Conv4 以及 Conv5 模块内加入 SAC 模块，

通过在各个卷积模块中加入注意力机制，强化特征提

取网络去学习有用的特征，抑制无用的特征，提高特征

的提取能力 .
3. 1　可切换空洞卷积模块

可切换空洞卷积模块主要由三个部分组成，如图 4
所示：两个全局上下文信息模块，即 Pre-Global Context
模块和Post-Global Context模块；一个 SAC组件 . SAC组

件处于两个全局上下文信息模块之间 . 首先，输入特征

经过Pre-Global Context模块，该模块将输入特征使用全

局平均池化层进行压缩处理，然后使用 1´1的卷积得到

输出，再将该输出与输入特征进行相加，得到 Pre-

Global Context 模块处理后的输出 . SAC 组件主要由三

个分支组成，分别是空洞卷积率为 1的形变空洞卷积、

空洞卷积率为 3的形变空洞卷积和 Switch函数 . 将Pre-

Global Context 处理后的结果分别使用空洞卷积率为 1
和空洞卷积率为 3的形变卷积进行卷积，再将得到的结

果分别与Switch函数得到的结果进行相乘，得到的结果

再经过Post-Global Context模块处理后得到最后的特征

输出 . 可切换空洞卷积模块的重点是使用 Switch 函数

计算出的值来确定卷积核选择不同的空洞率 . Switch函

数的数值由卷积核为5´5的平均池化层后接一个1´1的

卷积层组成 .
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图3　改进的Cascade R-CNN网络结构图
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如图 3 所示，将 ResNet101 中所有 BlockNeck 中的

3´3的卷积层都替换为可切换空洞卷积模块，来实现不

同空洞率情况下卷积操作的切换 . 不同空洞率的空洞

卷积可以捕捉到不同感受野的目标，从而使网络可以

自适应学习调整选择不同感受野的卷积结果 . SAC 算

法如算法1所示 .
3. 2　Coordinate Attention

Coordinate Attention注意力机制主要由两个部分组

成：一个是坐标信息嵌入，另一个是注意力生成 . 坐标

信息嵌入是将全局池化分解为一对一的一维特征编码

操作 . 具体做法是对于输入特征图 T（维度为 B×C×H×
W），其中B是批次，H是T的高度，W是T的宽度，C是T
的通道数 . 使用尺寸为（H，1）和（1，W）的池化核分别沿

着水平方向和竖直方向对每个通道进行编码 . zh和 zw分

别为高度为 h和宽度为w的第 c个通道的输出，如式（6）
和式（7）所示：

zh
c (h)=

1
w ∑

0 ≤ i <W

Tc (hi) （6）
4zw

c (w)=
1
H ∑

0 ≤ i <H

Tc ( jw) （7）
上述变换是沿着两个方向进行特征聚合的，返回

的是一对方向感知注意力图 . 为了更好地利用这两个

方向上的特征聚合信息，级联这两个特征图，然后使用

一个 1´1卷积运算F1，生成对空间信息在水平方向和垂

直方向的中间特征图 f，如式（8）所示：

f = σ (F1([zh zw ]) ) （8）
沿着空间维度将 f分成两个张量 f h和 f w，再利用两

个1´1卷积运算Fh和Fw将特征图 f h和 f w变换到和输入

T同样的通道，再经过 Sigmoid激励函数得到两个张量

gh和gw，如式（9）和式（10）所示：

gh = σ (Fh ( f h )) （9）
gw = σ (Fw ( f w )) （10）

其中，gh和gw分别经过 Sigmoid激励函数（σ表示 Sigmoid
函数）归一化到0~1范围内的数值，将gh和gw拓展维度，

作为原始特征图T的注意力权重，得到最终的输出特征

T ′，输出如式（11）所示：

T ′c (ij)=Tc (ij)´ g h
c (i)´ g w

c ( j) （11）
如图 5 所示，对于输入特征图 T（维度为 B×C×H×

W），分别对水平坐标方向和竖直坐标方向的每个方向做

平均池化，然后级联这个方向上的张量，进行卷积运算 .
最后沿着空间维度将处理后的张量切分成单独的

张量，将这两个单独的张量作为注意力权重与原有的

输入特征图T相乘得到最后的输出 . CA的具体算法流

程如算法2所示 .

算法1 可切换空洞卷积算法

输入:输入张量X,大小为B×C×H×W,X表示ResNet101中的特征图 .
输出:输出张量X ′ .
  (1)计算Pre-Global Context模块的结果 xpre:
  xpre ←Conv2d(AdaptiveAvgPool2d(X))+X

  /*将张量X进行平均池化和卷积,再与输入相加 .AdaptiveAvg⁃
Pool2d为平均池化函数;Conv2d为卷积函数*/
  (2)计算Switch函数的结果S:
  S←Conv2d(AdaptiveAvgPool2d(xpre))
  /*将张量 xpre进行平均池化和卷积 . AdaptiveAvgPool2d为平均池

化函数,Conv2d为卷积函数*/
  (3)计算SAC组件中空洞率为3的卷积,输出结果为Pout_1:
  Pout_1←deform_conv(xpre,dilation=3)
  /*将张量 xpre进行可形变卷积,空洞率为3*/
  (4)计算SAC组件中空洞率为1的卷积,输出结果为Pout_r:
  Pout_r←deform_conv(xpre,dilation=1)
  /*将张量 xpre进行可形变卷积,空洞率为3*/
  (5)计算Switch函数选择切换的结果Pout:
  Pout←S×Pout_r+(1—S)×Pout_1
  /*利用Switch计算出结果与空洞率为1和空洞率为3的结果进行

求积*/
  (6)计算Post-Global Context模块的结果X ′:
  xpost←Conv2d(AdaptiveAvgPool2d(out))+Pout
  /*将张量Pout进行平均池化和卷积,再与张量Pout相加 .Adap⁃
tiveAvgPool2d为平均池化函数,Conv2d为卷积函数*/

Global AvgPool

Conv(1×1)

Conv

(3×3,atrous=3)

AvgPool(5×5)

Conv

(3×3,atrous=1)

Conv(1×1)

Global AvgPool

Conv(1×1)

Input

Output

Matrix addition

Matrix multiply

Pre-Global Context 

module

Post-Global Context 

module

SAC core module

 

图4　可切空洞卷积模块
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3. 3　Repulsion Loss损失函数

Repulsion Loss 主要由三个模块组成，分别是使得

预测框与目标框尽可能接近的损失 LAttr、使预测框 P
和周围的目标框G尽可能远离的损失 LRepGT、使得预测

框 P 和周围的预测框尽可能远离 LRepBox，如式（12）
所示：

L = LAttr + αLRepGT + βLRepBox （12）
其中，LAttr模块的作用是使预测框和它的目标框尽可能

接近 . LAttr 采用的是通用目标检测中的回归损失，即

SmoothL1损失函数 . LAttr模块如式（13）所示：

LAttr =
∑
pÎ r+

SmoothL1 (Bp Gp
Attr )

|r+|
（13）

其中，r+表示所有正样本的集合，正样本的划分是根据

设定的 IoU阈值来划分的；Gp
Attr 为每一个检测框 P匹配

一个有最大 IoU值的真实目标框；Bp 表示检测P做回归

偏移后得到的预测框 .
式（13）利 用 SmoothL1 求 边 框 回 归 损 失 ，其 中

SmoothL1的如式（14）和式（15）所示：

L loc (tu v)= ∑
iÎ{xywh}

SmoothL1
(t u

i - vi ) （14）

SmoothL1 (x)=
ì
í
î

0.5x2 |x| < 1

|x| -  0.5 otherwise
（15）

由式（13）和式（14）可以得出Bp 和Gp
Attr的左上角坐

标以及宽高（x，y，w，h），分别进行 SmoothL1 计算，然后

累加求和 . 通过该损失函数让预测框与目标框的距离

不断接近，从而使预测框与目标框不断接近 .
式（12）中，LRepGT 是使预测框 P 和周围的目标框 G

尽可能远离 . LRepGT如式（16）所示：

LRepGT =
∑
pÎ ρ+

Smoothln (IoG(Bp Gp
Rep ))

|ρ+|
（16）

Smoothln =
ì
í
î

ïïïï

ïïïï

-ln ( )1 - x   x ≤ s

x - s
1 - s

- ln ( )1 - s  x > s
（17）

其中，Gp
Rep表示周围的目标框是除了已经匹配上的目标

框以外的 IoU最大的目标框 .
式（12）中，LRepBox 是使预测框 pi 和周围的预测框 pj

尽可能远离，pi 和 pj 分别对应不同的预测框，两个预测

框之间的距离采用 IoU 进行评估 . LRepBox 如式（18）
所示：

图5　Coordinate Attention模块

算法2 Coordinate Attention算法

  输入:输入张量T,大小为B×C×H×W,T表示ResNet101中的特征图 .
  输出:输出张量T ′ .
  (1)初始化C,H,W:H,W←T.size( )[-3:]
  /*其中C、H、W分别为特征图的通道数、高、宽*/
  (2)计算 xh, xw:xh←AdaptiveAvgPool2d((1,None))(T),
  xw←AdaptiveAvgPool2d((None,1))(T);
  /*将张量T分别沿着水平方向和竖直方向进行平均池化,Adap⁃
tiveAvgPool2d为平均池化函数*/
  (3)计算 xcat:xcat←cat([xh,xw],dim=2);
  /*将 xh和 xw这两个张量沿着通道进行级联*/
  (4)计算Pout:Pout←relu6(BatchNorm2d(Conv2d(xcat)))
  /*将步骤(3)中的 xcat进行卷积、归一化函数、激励函数得到结果

张量Pout. Conv2d,BatchNorm2d,relu6分别为卷积函数、归一化函

数、激励函数*/
  (5)计算 xh', xw':xh', xw'←split(Pout, [H,W],dim=2)
  /*将步骤(4)中的张量Pout进行切分得到张量 xh', xw'.split为切片

函数*/
  (6)转置 xw':xw'← permute(xw',0,1,3,2)
  /*将步骤(5)中的 xw'进行转置,转置后的维度与 xh'一致 . permute
为维度转置函数*/
  (7)计算Pout_h, Pout_w:Pout_h←sigmoid(Conv2d(xh')), Pout_w←sigmoid
(Conv2d(xw')) /*Pout_h 和 Pout_w分别是由 xh'和 xw'经过卷积和 sigmoid
函数激活函数得到的张量*/
  (8)计算T': T'←T×Pout_h×Pout_w
  /*将输入张量T与步骤(7)中的Pout_h和Pout_w相乘得到最终的结果*/
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LRepBox =
∑
i ¹ j

Smoothln (IoU(Bpi Bpj ))

∑
i ¹ j

1[ ]IoU(Bpi Bpj )> 0 + ε
（18）

4　实验设计与结果分析

4. 1　实验环境以及数据集构建

为了分析和评估本文提出的算法的性能，本节在公

开的科大讯飞AI挑战赛猪只数据集上进行对比实验 .

实验中计算机的配置如下：CPU 为 Intel（R） Core
（TM） i7-4790K CPU；主频为 4.00 GHz；内存为 8 GB；系
统为 Linux 4.4.0-130-generic x86_64 位；GPU 为 NVIDIA 
Corporation GM204 ［GeForce GTX 970］.

数据集 A：从公开科大讯飞 AI 挑战赛猪只数据集

中采集了 3 600张猪只图像，每张图像上大致有 30多只

猪，其中每张图片中猪只的姿势、体型、大小都不尽相

同 . 使用了 2 880张作为训练集，720张作为验证集 . 部

分数据集样本如图6所示 .

数据集 B：从公开科大讯飞 AI 挑战赛猪只数据集

中采集了 3 600张猪只图像，挑选出图像存在遮挡的数

据集 845张作为测试集，用于验证数据集A训练出来的

模型的精度 .
4. 2　消融实验

4. 2. 1　评价指标

目标检测的任务是对感兴趣的目标进行定位和分

类，通常采用平均准确率（mean Average Precision，mAP）
来对目标检测算法优劣进行评价，其计算如式（19）所示：

ì

í

î

ï

ï

ï
ïï
ï
ï

ï

ï

ï

ï

ï

ï

ï
ïï
ï

ï

ï

ï

P =
TP

TP + FP

R =
TP

TP + FN

APc =
1
Nc

∑
rc Î Rc

p(rc )

mAP =
1
N
åAPc

（19）

其中，TP 表示真阳性样本数，即正确样本预测为正样

本，也就是在目标检测中预测框与真实框的 IoU 大于

阈值的样本；FP 表示假阳性样本数，即错误样本预测

为正样本，也就是在目标检测中预测框与真实框的

IoU小于阈值的样本；FN表示假阴性样本数，即正确样

本预测为负样本，没有检测到框；P 表示精度，指的是

所有被预测为正类的结果中预测正确的结果所占的

比例；R表示召回率，指的是结果中正样本占全部正样

本的比例；Nc 表示类别为 c时检测到为正样本的个数；

p(rc )表示类别为 c 在召回率为 rc 时的精度；AP 表示平

均精度，mAP表示平均精度均值 .
4. 2. 2　不同Repulsion Loss损失权重系数的对比实验

本节实验采用 mmdetection 工具进行实验，特征提

取网络 backbone使用 ResNet101，使用 ImageNet的预训

练模型，学习率设置为 0.001 25，Batchsize 设置为 4，训
练 50 个 epoch. 基 础 网 络 采 用 Cascade R-CNN+
ResNet101 进行实验，通过改变 Repulsion Loss 损失函

(a) 样本图1

(d) 样本图4

(b) 样本图2

(e) 样本图5

(c) 样本图3

(f) 样本图6
图6　科大讯飞AI挑战赛猪只数据集部分样例
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数的权重系数，即改变 α和 β的值，实验结果如表 1
所示 .

如表 1 所示，当采用 Cascade R-CNN+ResNet101+
Repulsion Loss 进行实验，权重系数为 0.5 和 1 时，测试

科大讯飞AI挑战赛猪只数据集A的mAP为 94.21%，当

权重系数为 1和 1时，测试科大讯飞AI挑战赛猪只数据

集 A 的 mAP 为 94.53%，mAP 值增长了 0.3%. 当权重系

数为 1和 0.5时，测试科大讯飞 AI挑战赛猪只数据集 A
的 mAP 为 94.33%，mAP 值又降低了 0.2%. 说明 Repul⁃
sion Loss损失函数的权重系数的大小对Cascade R-CNN
网络的精度有一定影响 .
4. 2. 3　不同SAC空洞率的对比实验

在实验过程中，采用 Cascade R-CNN+ResNet101+
SAC 进行实验时，通过改变 SAC 模块中的空洞率在公

开的科大讯飞 AI 挑战赛猪只数据集 A 进行测试，mAP
值均有所差异 . 当改变 SAC 模块中的空洞率时，得到

如表 2所示的结果 .

如表 2 所示，当采用 Cascade R-CNN+ResNet101+
SAC 进行实验，改变 SAC 空洞率为 1 和 1 时，测试科大

讯飞AI挑战赛猪只数据集A的mAP为 94.12%，当空洞

率为 1 和 2 时，测试科大讯飞 AI 挑战赛猪只数据集 A
的 mAP为 94.25%，mAP增长了 0.13%；当空洞率为 1和

3 时，测试科大讯飞 AI 挑战赛猪只数据集 A 的 mAP 为

94.56%，mAP值增长了 0.31%；当空洞率为 2和 3时，测

试科大讯飞AI挑战赛猪只数据集A的mAP为 94.29%，

mAP 值又下降了 0.27%. 说明 SAC 的空洞率的大小对

Cascade R-CNN网络的精度有一定影响 .
4. 3　对比实验

4. 3. 1　不同模型的对比实验

在实验过程中，分别在网络中加入可切换空洞卷

积、坐标注意力机制以及Repulsion Loss损失函数，使用

公开的科大讯飞 AI 挑战赛猪只数据集 A 和 B 进行测

试，mAP值均有所差异 . 当加入不同的模块时，得到如

表3所示的结果 .

如表 3所示，将 SAC，CA及Repulsion Loss分别加入

到 Cascade R-CNN 网络进行实验 . 当采用 Cascade R-

CNN+ResNet101 进行实验时，测试科大讯飞 AI 挑战赛

猪只数据集 A 和数据集 B 的 mAP 分别为 94.03% 和

90.21%. 当采用 Cascade R-CNN+ResNet101+SAC 进行

实验时，测试科大讯飞 AI挑战赛猪只数据集 A 和数据

集 B 的 mAP 为 94.56% 和 90.48%，mAP 分别增长了

0.53% 和 0.27%. 当采用 Cascade R-CNN+ResNet101+
SAC+CA 进行实验时，测试科大讯飞 AI 挑战赛猪只数

据集A和数据集B的mAP为 95.29%和 91.56%，mAP值

又分别增长了 0.73%和 1.08%. 当采用Cascade R-CNN+
ResNet101+SAC+CA+Repulsion Loss 进行过实验时，测

试科大讯飞AI挑战赛猪只数据集A和数据集B的mAP
分别为 96.42% 和 92.34%，mAP 值又分别增长了 1.13%
和 0.78%. 说明 SAC，CA 以及 Repulsion Loss 对 Cascade 
R-CNN 网络的精度有一定提高，同时在遮挡数据集上

精度也有一定的提高 .
4. 3. 2　不同算法的对比实验

在实验过程中，分别将改进的Cascade R-CNN算法

与其他目标检测算法进行对比实验，使用 mAP 作为评

价标准 . 实验结果如表4所示 .

如表 4 所示，将改进的 Cascade R-CNN 算法与

Faster R-CNN，Mask R-CNN，RetinaNet 及 SSD 算法进行

表4　分别验证其他目标检测算法和改进Cascade RCNN算法的

mAP增长情况

目标检测算法

Cascade R-CNN+ResNet101+SAC+CA+Repulsion Loss
Cascade R-CNN+ResNet101

Faster R-CNN+ResNet101
Mask R-CNN+ResNet101

Retinanet+ResNet101
SSD+ResNet101

mAP/%
96.42
94.03
91.25
92.43
89.21
86.63

表3　分别验证加入SAC，CA以及Repulsion Loss损失函数后在数据

集A和数据集B的mAP增长情况

模型

Cascade R-CNN+ResNet101

Cascade R-CNN+ResNet101+SAC

Cascade R-CNN+ResNet101+SAC+CA
Cascade R-CNN+ResNet101+SAC+CA+Re⁃

pulsion Loss

数据集

A
B
A
B
A
B
A
B

mAP/%
94.03
90.21
94.56
90.48
95.29
91.56
96.42
92.34

表1　验证改变Repulsion Loss损失函数的权重系数

的mAP增长情况

权重系数

0.5,1
1,1

1,0.5

mAP/%
94.21
94.53
94.33

表2　验证改变SAC空洞率后mAP的增长情况

空洞率

1,1
1,2
1,3
2,3
3,3

mAP/%
94.12
94.25
94.56
94.29
94.32

903



电 子 学 报 2023 年
对比实验，当采用改进的Cascade R-CNN算法进行实验

时，测试科大讯飞 AI 挑战赛猪只数据集 A 的 mAP 为

96.42%，当采用 Faster R-CNN，Mask R-CNN，RetinaNet
及SSD算法进行实验时，测试科大讯飞AI挑战赛猪只数

据集A的mAP分别为91.25%，92.43%，89.21%，86.63%，

mAP分别增长了5.17%，3.99%，7.21%，9.79%. 说明改进

的 Cascade R-CNN 算法较双阶段算法以及单阶段算法

在精度上都有一定提高 .
4. 3. 3　改进算法在主流数据集上的对比实验

在实验过程中，分别将改进的Cascade R-CNN算法

用于 VOC数据集上进行对比实验，使用 mAP作为评价

标准 . 实验结果如表5所示 .
如表 5 所示，将改进的算法用于 VOC2007 数据集

进行测试，当使用 Cascade R-CNN+ResNet101 进行实

验发现，测试数据集 mAP 为 79.6%. 当又加入 SAC 模

块后测试数据集 mAP 为 80.1%，mAP 增长了 0.5%. 当

又加入 CA 模块后，测试数据集 mAP 为 81.3%，mAP 增

长了 1.2%. 当又加入 Repulsion Loss 后，测试数据集

mAP 为 81.7%，mAP 又增长了 0.4%. 说明改进的 Cas⁃
cade R-CNN算法对VOC数据集中目标检测的精度有一

定的提高 .
4. 3. 4　检测效果

通过在 Cascade R-CNN 网络中加入 SAC，CA 以及

Repulsion Loss 等改进机制，检测猪只数据集的效果比

原算法的效果有了一定提升 . 数据集检测效果如图 7
所示 .

表5　分别验证改进算法在VOC2007数据集上的mAP增长情况

模型

Cascade R-CNN+ResNet101
Cascade R-CNN+ResNet101+SAC
Cascade R-CNN+ResNet101+SAC+CA
Cascade R-CNN+ResNet101+SAC+CA+Repulsion Loss

Faster R-CNN+ResNet101
RetinaNet+ResNet101

mAP/%
79.6
80.1
81.3
81.7
78.8
79.4

原图 原算法检测效果图 改进算法检测效果图

图7　改进算法检测结果与原算法检测结果对比图
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5　结束语

本文基于Cascade R-CNN网络，在网络结构的主干

网络中引入可切换空洞卷积模块和坐标注意力机制来

提高主干网络的特征提取能力 . 同时，在损失函数中引

入 Repulsion Loss损失函数用于解决目标遮挡的问题 .
与原算法以及其他单阶段和双阶段算法相比，改进的

算法在检测精度和解决遮挡问题上有一定的提升 .
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